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ABSTRAK 

Pengelolaan aset teknologi informasi (TI) yang efisien merupakan aspek krusial 
dalam mendukung operasional dan pengendalian anggaran perusahaan, di mana 

ketidaktepatan perencanaan dapat memicu pemborosan biaya atau hambatan 

produktivitas. Proyek akhir ini bertujuan untuk membangun model prediksi 
pengadaan aset TI menggunakan algoritma Extreme Gradient Boosting 

(XGBoost) yang dikomparasikan dengan Regresi Linier Berganda sebagai 
baseline, serta diimplementasikan ke dalam prototipe aplikasi web. Metode 

penelitian mencakup pengumpulan data historis simulasi selama enam tahun 

(2019–2024), pemrosesan data dengan teknik lagging untuk mencegah kebocoran 
informasi (data leakage), rekayasa fitur teknis (urgency ratio), serta evaluasi 

kinerja menggunakan metrik Mean Absolute Error (MAE) dan koefisien 
determinasi (R²). Hasil pengujian menunjukkan bahwa model XGBoost secara 

signifikan mengungguli model baseline dengan capaian nilai R² sebesar 0,7107—

meningkat 360% dibandingkan Regresi Linier yang hanya sebesar 0,1545—
dengan tingkat kesalahan rata-rata (MAE) sebesar 8,21 unit. Produk akhir berupa 

aplikasi web "ForeTech" berhasil mengotomatisasi seluruh pipeline data mulai 
dari impor dataset, pembersihan data secara mandiri (autonomous cleansing), 

pelatihan model secara real-time, hingga penyajian visualisasi faktor penentu 

kebijakan (Primary Decisional Factors) dan ekspor laporan justifikasi pengadaan 
berformat PDF. Sistem ini memberikan manfaat nyata bagi manajemen TI dalam 

melakukan pengambilan keputusan pengadaan aset yang lebih presisi, tepat 
waktu, dan transparan. 

Kata Kunci: Prediksi Aset TI, XGBoost, Machine Learning, Aplikasi Web, 

Forecast
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BAB I PENDAHULUAN 

 

1.1. Latar Belakang 

Perkembangan teknologi informasi (TI) yang masif telah menempatkan 

perangkat keras, seperti laptop, sebagai aset krusial yang secara langsung 

memengaruhi efisiensi dan kontinuitas operasional perusahaan modern. 

Ketersediaan perangkat yang memadai dan tepat waktu menjadi prasyarat bagi 

setiap divisi untuk menjalankan tugasnya, terutama di era kerja digital saat ini 

(Adha, 2020). Namun, manajemen aset TI yang efektif sering kali menghadapi 

tantangan mendasar berupa ketepatan waktu dan kuantitas pengadaan. 

Ketidaktepatan dalam perencanaan pengadaan dapat menimbulkan dua masalah 

utama yang signifikan, yaitu surplus stok dan defisit stok. 

Surplus stok terjadi akibat pengadaan yang berlebihan sehingga 

menyebabkan pemborosan anggaran, biaya penyimpanan (holding cost), serta 

risiko perangkat menjadi usang (obsolescence) sebelum digunakan. Sementara itu, 

defisit stok yang disebabkan kekurangan perangkat secara langsung mengganggu 

produktivitas dan dapat menyebabkan penundaan proyek atau pekerjaan 

operasional, yang berujung pada kerugian waktu dan potensi pendapatan. 

Ketidakefisienan dalam manajemen stok juga menimbulkan biaya oportunitas 

(opportunity cost), di mana alokasi anggaran yang tertahan pada aset yang tidak 

terpakai menghambat pendanaan untuk kebutuhan pemeliharaan infrastruktur TI 

kritis lainnya. 

Penelitian ini mensimulasikan kondisi operasional pada sektor industri 

digital, di mana dinamika kebutuhan perangkat keras sangat tinggi dan cepat 

berubah. Melalui pemodelan data yang mengadopsi pola bisnis riil pada industri 

digital, ditemukan tantangan umum berupa ketidaksesuaian antara estimasi 

kebutuhan dengan realisasi pengadaan aset. Ketidaksesuaian ini menunjukkan 

perlunya sistem prediksi yang lebih adaptif serta akurat dalam mengintegrasikan 

berbagai variabel dinamis. 

Dalam praktiknya, peramalan kebutuhan aset sering kali masih 

menggunakan metode statistik linier tradisional. Namun, variabel operasional 

seperti jumlah karyawan baru, tingkat kerusakan perangkat, dan stok gudang 
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sering kali memiliki hubungan yang kompleks dan non-linear. Oleh karena itu, 

penelitian ini mengusulkan algoritma Extreme Gradient Boosting (XGBoost) yang 

dikenal tangguh dalam mengelola data dengan pola kompleks. Untuk 

membuktikan signifikansinya, performa XGBoost akan dikomparasikan dengan 

algoritma Regresi Linier Berganda sebagai baseline model. Penelitian ini juga 

menghasilkan produk berupa dashboard interaktif untuk mendukung sistem 

pendukung keputusan yang adaptif dalam manajemen aset TI. 

 

1.2 Rumusan Masalah 

Berdasarkan latar belakang tersebut, rumusan masalah dalam penelitian ini 

dapat dirumuskan sebagai berikut: 

1. Bagaimana menerapkan algoritma XGBoost untuk menghasilkan model 

prediksi kebutuhan pengadaan perangkat TI? 

2. Bagaimana perbandingan performa antara model prediksi XGBoost 

dengan Regresi Linier Berganda berdasarkan metrik MAE, RMSE, dan 

R²? 

3. Bagaimana membangun prototipe aplikasi web yang mampu 

mengotomatisasi seluruh alur kerja model, mulai dari impor data hingga 

penyajian hasil prediksi dan rekomendasinya? 

1.3 Tujuan 

Tujuan utama dari proyek akhir ini adalah untuk mencapai luaran-luaran 

spesifik sebagai jawaban langsung atas pertanyaan penelitian di atas: 

1. Mengembangkan sebuah model prediksi pengadaan kebutuhan aset TI 

menggunakan algoritma XGBoost. 

2. Mengevaluasi dan membandingkan performa model XGBoost dengan 

Regresi Linier Berganda menggunakan metrik MAE, RMSE, dan R² untuk 

memvalidasi kelayakannya. 

3. Membangun dan mengimplementasikan prototipe aplikasi web yang 

berfungsi untuk mengotomatisasi seluruh alur kerja model serta 

memberikan rekomendasi kuantitas pengadaan aset TI untuk periode 

berikutnya. 
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1.4 Batasan Masalah 

Agar penelitian lebih fokus, ruang lingkup penelitian dibatasi sebagai 

berikut: 

1. Fokus Aset dan Data: Objek prediksi dibatasi hanya pada pengadaan 

perangkat laptop. Data yang digunakan merupakan dataset simulasi historis 

berdasarkan operasional perusahaan selama periode tahun 2019 hingga 2024. 

2. Variabel Prediktor: Input model dibatasi pada 7 variabel dinamika 

operasional internal (jumlah karyawan baru, peserta magang, karyawan resign, 

perangkat rusak, perangkat dalam siklus penyegaran/refresh cycle, perangkat 

keluar, dan stok cadangan). Model tidak memperhitungkan faktor eksternal 

seperti fluktuasi harga pasar atau kebijakan impor vendor. 

3. Metode dan Evaluasi: Pemodelan utama menggunakan algoritma XGBoost 

Regressor, dengan Regresi Linier Berganda sebagai model pembanding 

(baseline). Kinerja model dievaluasi murni menggunakan metrik Mean 

Absolute Error (MAE), Root Mean Squared Error (RMSE), dan R-Squared 

(R²). 

4. Horizon Prediksi: Hasil prediksi yang dikeluarkan oleh sistem terbatas untuk 

memperkirakan kebutuhan pengadaan pada satu bulan ke depan (t+1). 

5. Optimasi Parameter: Pengaturan konfigurasi algoritma (hyperparameter 

tuning) ditetapkan secara heuristik berdasarkan eksperimen manual, tidak 

menggunakan metode optimasi otomatis seperti Grid Search atau AutoML. 

6. Integrasi Sistem: Aplikasi web dibangun sebagai prototipe Sistem Pendukung 

Keputusan yang bersifat mandiri (standalone), dan tidak terintegrasi dengan 

sistem ERP (Enterprise Resource Planning) perusahaan. 

7. Arsitektur Aplikasi: Sistem beroperasi menggunakan arsitektur stateless 

(pemrosesan data secara in-memory). Artinya, aplikasi tidak menggunakan 

basis data (database) permanen untuk menyimpan riwayat dan tidak 

dilengkapi dengan fitur manajemen pengguna (login/otorisasi). 

8. Lingkungan Implementasi: Pengoperasian aplikasi saat ini difokuskan pada 

lingkungan pengembangan lokal (localhost) dan belum mencakup tahap 

perilisan (deployment) ke server publik (cloud hosting). 



4 
 

1.5. Manfaat 

Penelitian ini diharapkan memberi manfaat sebagai berikut: 

1. Manfaat Teoritis 

1. Memberikan kontribusi dalam penerapan algoritma XGBoost di bidang 

forecasting kebutuhan aset TI. 

2. Menjadi referensi praktis dalam pengembangan sistem prediksi 

pengadaan yang berbasis model ensemble. 

2. Manfaat Praktis 

1. Menyediakan alat bantu keputusan berbasis data agar strategi 

pengadaan lebih efisien. 

2. Mengurangi risiko biaya akibat surplus stok dan meminimalkan 

gangguan kerja akibat kekurangan perangkat. 

3. Menghasilkan aplikasi web yang user-friendly bagi pengguna non-

teknis. 

 

Kontribusi terhadap SDGs 

Proyek Akhir ini berkontribusi pada pencapaian Tujuan Pembangunan 

Berkelanjutan (SDGs) Nomor 9: Industri, Inovasi, dan Infrastruktur, melalui 

inovasi sistem prediksi berbasis AI untuk efisiensi manajemen sumber daya. 

Selain itu, proyek ini mendukung Tujuan Nomor 12: Konsumsi dan Produksi yang 

Bertanggung Jawab, dengan mengoptimalkan pengadaan aset guna mengurangi 

potensi limbah elektronik akibat penumpukan perangkat yang tidak terpakai. 
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1.6. Kolaborasi dan Sinergi dalam Pelaksanaan Proyek 

Proyek Akhir ini dilaksanakan secara individu oleh penulis. Meskipun 

pengerjaannya dilakukan secara mandiri, proyek ini tetap mengedepankan 

kolaborasi dan sinergi dengan pemangku kepentingan terkait untuk memastikan 

kualitas serta ketepatan solusi yang dihasilkan. Fokus utama sinergi dalam proyek 

ini adalah interaksi intensif antara penulis dengan dosen pembimbing. 

Bentuk kolaborasi dan sinergi yang dilakukan dalam pelaksanaan proyek 

ini meliputi: 

1. Konsultasi rutin dengan dosen pembimbing, Ibu Yeni Rokhayati, S.Si., 

M.Sc., yang dilakukan secara berkala untuk mendapatkan arahan teknis 

mengenai penerapan algoritma XGBoost, metodologi penelitian, serta 

validasi metrik evaluasi model agar memenuhi standar akademik yang 

ditetapkan. 

2. Diskusi akademik dengan rekan sejawat di lingkungan Program Studi 

Teknik Informatika Politeknik Negeri Batam untuk bertukar pikiran 

mengenai optimasi kode dan penanganan kendala teknis dalam 

pengembangan aplikasi web. 

3. Melakukan simulasi mandiri dan validasi fungsionalitas bersama dosen 

pembimbing untuk memastikan fitur visualisasi dan laporan memenuhi 

standar kebutuhan manajemen aset TI. 

Bentuk kolaborasi ini menunjukkan bahwa meskipun proyek dilaksanakan 

secara individu, terdapat sinergi yang kuat terutama dengan dosen pembimbing 

dalam memastikan kualitas dan keberhasilan proyek ini.   
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BAB II TINJAUAN PUSTAKA 

 
Bagian ini memaparkan landasan teoretis, teknologi, serta tinjauan 

terhadap solusi sejenis yang menjadi fondasi dalam pengembangan sistem 

prediksi pengadaan aset TI.  

 

2.1. Tinjauan Solusi dan Sistem Terkait 

Beberapa implementasi kecerdasan buatan telah banyak dikembangkan 

untuk menangani permasalahan peramalan stok dan inventaris. Tinjauan ini 

memfokuskan pada efektivitas penggunaan algoritma ensemble dalam mengelola 

data operasional yang dinamis. Ringkasan mengenai perbandingan sistem dan 

penelitian terdahulu disajikan pada Tabel 2.1. 
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Tabel 2. 1. Tinjauan Penelitian Sejenis 

Peneliti

/ Tahun 
Masalah 

Algo-

ritma 
Dataset 

Frame-

work 

Perfo-

rma 
Kelebihan 

Keterba-

tasan 

(Winur

putra & 

Ratnaw

ati, 

2025)  

Peramalan 

penjualan 

produk 

XGBo

ost 

Historis 

UB 

Mart 

CRISP-

DM 

Akuras

i tinggi 

Mampu 

memetakan 

pola non-

linear 

Fokus 

pada 

sektor 

ritel 

(Muha

mmad 

Garma 

Asyam 

Rianto 

et al., 

2025) 

Prediksi 

transaksi 

restoran 

XGBo

ost + 

Bayesi
an 
Optim

ization 

Data CV 

Balibul 
Python 

Teropti

masi 

Akurasi 

meningkat 

lewat 

tuning 

Bukan 

untuk 

aset TI 

(Sari et 

al., 

2025) 

Prediksi 

kebutuhan 

stok 

barang 

Rando

m 

Forest 

Data 

stok 

barang 

Python 

Lebih 

akurat 

dari 

regresi 

Robust 
terhadap 

data non-

linear 

Efisiensi 

di bawah 

XGBoost 

Proyek 

ini  

Prediksi 

pengadaan 

aset TI 

XGBo

ost & 

Regre

si 

Linier 

Dataset 

Simulasi 

Operasi

onal 

Industri 

Digital 

Flask 

(Python

) 

Target 

R² > 

0.70 

Fokus pada 

variabel 

internal 

perusahaan 

Dataset 

simulasi 
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2.2. Landasan Konsep dan Teknologi 

 

1. Konsep Prediksi dan Kecerdasan Buatan (Artificial Intelligence) 

Dalam pengelolaan aset, konsep Siklus Hidup Aset (Asset Life Cycle) 

memegang peranan penting karena mencakup tahapan perencanaan, akuisisi, 

deployment, pemeliharaan, hingga pensiun (disposal) aset (Yuniati, n.d.). Salah 

satu tantangan utama dalam siklus tersebut adalah menentukan waktu pengadaan 

yang tepat agar organisasi dapat menghindari pemborosan anggaran akibat 

kelebihan stok maupun gangguan operasional akibat kekurangan perangkat. 

Untuk mendukung pengambilan keputusan yang lebih akurat, digunakan 

metode peramalan (forecasting), yaitu proses memperkirakan kebutuhan di masa 

mendatang berdasarkan pola data historis (Wahyu Hadi Sutiyono & Widya 

Setiafindari, 2024). Seiring perkembangan teknologi, proses peramalan banyak 

memanfaatkan teknik Kecerdasan Buatan (Artificial Intelligence) dan Machine 

Learning yang mampu mengenali pola kompleks pada data serta menghasilkan 

prediksi yang lebih adaptif dibandingkan metode konvensional. 

Dalam penelitian ini, model prediksi berbasis Machine Learning 

digunakan untuk memperkirakan kebutuhan pengadaan aset teknologi informasi. 

Sebagai pembanding, digunakan metode Regresi Linier Berganda untuk 

mengevaluasi peningkatan kinerja model yang dihasilkan. Kualitas prediksi 

kemudian diukur menggunakan metrik evaluasi standar guna menilai tingkat 

akurasi model dalam merepresentasikan data aktual (Miller et al., 2024). 
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2. Algoritma XGBoost 

Extreme Gradient Boosting (XGBoost) merupakan salah satu algoritma 

ensemble learning berbasis pohon keputusan (decision tree) yang menggunakan 

pendekatan gradient boosting (Florek & Zagdański, 2023). Algoritma ini bekerja 

dengan membangun serangkaian pohon keputusan secara bertahap, di mana setiap 

pohon baru dirancang untuk memperbaiki kesalahan prediksi (residual error) 

yang dihasilkan oleh pohon sebelumnya. 

XGBoost memiliki sejumlah keunggulan, seperti kemampuan menangani 

hubungan non-linear antar variabel, efisiensi komputasi yang tinggi, serta 

penerapan teknik regularisasi L1 dan L2 yang membantu mengurangi risiko 

overfitting. Karakteristik tersebut menjadikan XGBoost cocok digunakan pada 

data operasional yang kompleks dan dinamis, termasuk data logistik maupun 

pengadaan aset teknologi informasi. 

Dengan kemampuannya dalam mempelajari pola historis secara efektif, 

XGBoost dipilih sebagai model utama dalam penelitian ini untuk menghasilkan 

prediksi kebutuhan aset yang lebih akurat dan mendukung proses pengambilan 

keputusan pengadaan secara lebih optimal. 

 

3. Teknologi, Framework, dan Tools 

Implementasi sistem ForeTech memanfaatkan ekosistem Python sebagai 

bahasa pemrograman utama. Komponen inti kecerdasan buatan dibangun 

menggunakan pustaka XGBoost melalui fungsi XGBRegressor() untuk 

pemodelan regresi yang efisien (Chen & Guestrin, 2016). Pengolahan data tabular 

dan operasi numerik dilakukan menggunakan pustaka Pandas dan Numpy. Untuk 

validasi model, digunakan Scikit-learn guna melakukan pembagian dataset 

(splitting) serta penghitungan metrik evaluasi seperti MAE, RMSE, dan R². 

Seluruh mesin prediksi ini kemudian diintegrasikan ke dalam antarmuka berbasis 

web menggunakan framework Flask. 
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4. Profil Lokasi Penerapan Solusi 

Sistem ini dirancang untuk menjawab tantangan manajemen aset pada 

lingkungan perusahaan teknologi digital yang menghadapi masalah sinkronisasi 

perencanaan pengadaan aset TI. Kondisi operasional perusahaan yang dinamis, 

seperti fluktuasi rekrutmen karyawan baru dan tingkat kerusakan perangkat, 

menuntut adanya sistem prediksi yang lebih adaptif. Proyek ini hadir untuk 

menjawab kebutuhan departemen TI dalam merencanakan pengadaan unit laptop 

bulanan secara lebih objektif dan konsisten. 
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2.3. Metode Pengembangan Produk 

Pengembangan model AI dalam proyek ini mengikuti tahapan standar 

machine learning yang diadaptasi dari (Géron, 2019). Metodologi ini dipilih 

karena menyediakan kerangka kerja yang sistematis untuk menghasilkan model 

yang andal: 

 

1. Pengumpulan Data:  

Tahap ini bertujuan mengumpulkan data historis simulasi kondisi 

perusahaan digital selama 72 bulan, periode 2019-2024. Berdasarkan literatur 

peramalan, tidak terdapat batas minimum universal untuk jumlah observasi pada 

model XGBoost time series, karena kebutuhan data bergantung pada kompleksitas 

model dan pola musiman. Penggunaan jumlah data ini masih relevan untuk model 

XGBoost, karena penelitian sebelumnya menunjukkan bahwa XGBoost dapat 

memberikan prediksi yang baik pada data dengan jumlah yang terbatas. (Azizah et 

al., 2026). 

Data yang dikumpulkan mencakup tujuh variabel prediktor (X1 hingga 

X7) dan satu variabel target (Y), yaitu: 

• Variabel Input (X): Jumlah karyawan baru (X1), peserta magang (X2), 

karyawan resign (X3), perangkat rusak (X4), siklus refresh perangkat 

(X5), perangkat keluar (X6), dan jumlah stok cadangan di gudang (X7). 

• Variabel Target (Y): Realisasi jumlah pengadaan laptop per bulan. 

 

2. Pra-pemrosesan Data:  

Tahap ini membersihkan dan menyiapkan data agar siap digunakan untuk 

proses pelatihan. Kegiatan meliputi penanganan nilai hilang menggunakan 

interpolasi linier dan median, pemeriksaan outlier untuk membedakan kesalahan 

catat dengan lonjakan operasional nyata, serta rekayasa fitur (feature engineering) 

menggunakan teknik lagging (t-1). Teknik ini dilakukan guna menjaga integritas 

urutan waktu dan mencegah kebocoran informasi masa depan (data leakage). 

Selanjutnya, data dibagi secara sekuensial menjadi 80% untuk pelatihan dan 20% 

untuk pengujian. 
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3. Pelatihan Model:  

Tahap ini melatih model menggunakan data pelatihan untuk menemukan 

pola hubungan antar variabel operasional. Algoritma yang digunakan adalah 

XGBoost Regressor sebagai model utama dan Regresi Linier Berganda sebagai 

model pembanding (baseline). Pada XGBoost, dilakukan inisialisasi model dasar 

dan proses boosting sekuensial untuk memperbaiki residu kesalahan dari pohon 

keputusan sebelumnya secara bertahap. 

 

4. Evaluasi Model:  

Tahap ini menguji performa model menggunakan data pengujian yang 

belum pernah dilihat sebelumnya. Metrik evaluasi yang digunakan mencakup 

MAE, RMSE, dan koefisien determinasi (R²). Selain evaluasi numerik, dilakukan 

analisis Feature Importance untuk mengidentifikasi faktor operasional mana yang 

secara historis paling dominan memicu kebutuhan pengadaan baru. Hasil evaluasi 

ini digunakan untuk memvalidasi kelayakan model sebelum diterapkan. 

 

5. Deployment:  

Tahap akhir adalah mengintegrasikan model hasil validasi ke dalam 

prototipe aplikasi berbasis web. Aplikasi ini dirancang agar Admin TI dapat 

mengunggah dataset operasional terbaru dan secara otomatis mendapatkan 

proyeksi kebutuhan pengadaan untuk bulan berikutnya. Hasil prediksi 

divisualisasikan dalam bentuk dasbor grafik interaktif dan tabel numerik untuk 

mendukung proses pengambilan keputusan manajemen. 
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BAB III ANALISIS DAN PERANCANGAN 

 

Bagian ini menguraikan metodologi penelitian dan perancangan sistem 

secara sistematis, mulai dari strategi perolehan data, teknik pra-pemrosesan, 

pengembangan model kecerdasan buatan, hingga desain integrasi ke dalam 

aplikasi berbasis web. 

 

3.1. Pengumpulan Data 

Penelitian ini memanfaatkan data simulasi deret waktu (time-series) 

bulanan dengan rentang waktu enam tahun, mulai dari Januari 2019 hingga 

Desember 2024. Data simulasi ini dirancang menyerupai pola operasional riil 

perusahaan digital guna memastikan validitas pengujian model tanpa melibatkan 

data konfidensial dari instansi tertentu. 

Data tersebut dikelompokkan menjadi fitur prediktor (Input) yang 

mewakili dinamika operasional, dan variabel target (Label) yang mencerminkan 

realisasi pengadaan. Detail variabel penelitian disajikan pada Tabel 3.1. 

Tabel 3. 1. Variabel Penelitian 

Jenis Nama Variabel Keterangan 

Input X1 - NewEmployee 
Jumlah karyawan baru per bulan yang 

memerlukan perangkat. 

Input X2 - InternCount 
Jumlah peserta magang yang membutuhkan 

alokasi perangkat. 

Input X3 - ResignCount 

Jumlah karyawan yang keluar (variabel 

yang mengembalikan perangkat ke 

gudang). 

Input X4 - DeviceBroken 

Kuantitas perangkat yang tercatat 

mengalami kerusakan teknis dan 

memerlukan perbaikan/penggantian. 

Input X5 - RefreshCycle 

Kuantitas perangkat yang ditarik secara 

berkala berdasarkan siklus umur aset 

(misal: 3 tahun). 

Input X6 - DeviceOut 

Jumlah perangkat yang dikeluarkan secara 

permanen dari inventaris perusahaan karena 

sudah tidak layak pakai, hilang, atau 

melewati masa manfaat teknis. 

Input X7 - SparePool 
Posisi stok cadangan di gudang pada awal 

periode perhitungan. 

Target Y - DeviceIn 
Nilai Target: Estimasi jumlah unit 

pengadaan laptop yang harus dilakukan. 
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Struktur variabel tersebut memungkinkan model untuk mengenali 

hubungan sebab-akibat dari perubahan kondisi operasional terhadap keputusan 

pengadaan aset, serta memberikan dasar yang kuat dalam proses pembelajaran 

algoritma. 
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3.2. Preprocessing Data  

Untuk menjamin integritas dan akurasi model, dilakukan serangkaian 

transformasi data guna membersihkan bias. Tahapan preprocessing mencakup: 

1. Imputasi Nilai Hilang (Missing Values) 

Menggunakan teknik berlapis; interpolasi linier untuk menjaga tren 

rekrutmen, median untuk data kerusakan, dan Forward Fill (ffill) untuk 

data stok guna menjaga kontinuitas deret waktu. 

2. Standardisasi Format 

Seluruh variabel dikonversi ke format bilangan bulat (integer) karena 

objek operasional (manusia dan laptop) tidak dapat bernilai desimal. 

3. Feature Engineering (Rekayasa Fitur) Berbasis Waktu 

Menerapkan teknik Lagging ( 𝑡 − 1 ) pada semua fitur dasar untuk 

mencegah kebocoran data (data leakage), serta membentuk fitur teknis 

seperti Stock Momentum dan Urgency Ratio. 

Fitur Rekayasa Teknis yang Diimplementasikan Sistem: 

• Urgency Ratio: Mengukur tingkat urgensi pengadaan dengan 

membagi total beban kebutuhan (karyawan baru + magang + 

perangkat rusak bulan lalu) dengan sisa stok gudang bulan lalu. 

Nilai rasio tinggi berarti banyak kebutuhan datang sementara stok 

tipis, sinyal kuat untuk pengadaan segera. 

• Stock Momentum: Mengukur tren pergerakan stok dengan 

menghitung selisih antara posisi Spare Pool bulan lalu dan dua 

bulan lalu. Nilai negatif berarti stok sedang mengalami tren 

penurunan, yang mendorong model untuk merekomendasikan 

pengadaan lebih agresif. 

• Gap to Safety: Menghitung jarak antara posisi stok saat ini dengan 

batas aman (safety stock) yang ditetapkan sebesar 20 unit. Semakin 

besar nilai gap, semakin mendesak pengadaan diperlukan. 

• Rata-rata Rekrutmen 3 Bulan (Avg_Recruitment_3Mos): Nilai 

rata-rata rekrutmen 3 bulan terakhir (rolling average) guna 

membaca tren kebutuhan jangka pendek tanpa terpengaruh 

lonjakan sesaat. 
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4. Pembagian Dataset (sequential split) 

Dataset dibagi secara berurutan (80% data awal untuk training dan 20% 

data akhir untuk testing) guna menjaga urutan kronologis yang esensial 

pada data time-series. 
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3.3. Penerapan Metode AI  

Model dikembangkan menggunakan algoritma Extreme Gradient Boosting 

(XGBoost) yang dibandingkan dengan Linear Regresi Berganda sebagai standar 

dasar (baseline). 

 

3.3.1. Mekanisme Implementasi XGBoost  

Implementasi algoritma Extreme Gradient Boosting (XGBoost) pada 

penelitian ini dilakukan untuk mempelajari pola historis pengadaan aset teknologi 

informasi dan menghasilkan prediksi kebutuhan perangkat pada periode 

berikutnya. Sebelum proses pelatihan model dilakukan, dataset yang telah melalui 

tahapan preprocessing dan feature engineering digunakan sebagai masukan 

(input) model. Dataset tersebut terdiri atas sejumlah variabel operasional yang 

merepresentasikan kondisi aktual lingkungan TI perusahaan, sedangkan variabel 

target yang diprediksi adalah jumlah pengadaan perangkat (Device_In). 

 

1. Pembentukan Model Awal 

Proses pembelajaran XGBoost dimulai dengan membentuk prediksi awal 

menggunakan nilai rata-rata variabel target pada data latih. Prediksi awal ini 

berfungsi sebagai titik awal (baseline prediction) sebelum algoritma mulai 

mempelajari pola hubungan antarvariabel. Pada tahap ini tingkat kesalahan 

prediksi masih relatif tinggi karena model belum mempertimbangkan 

karakteristik masing-masing fitur operasional. 

 

2. Pembelajaran Residual Error  

Setelah prediksi awal diperoleh, sistem menghitung residual error, yaitu 

selisih antara nilai aktual dengan hasil prediksi model. Residual tersebut 

menjadi informasi utama yang digunakan XGBoost untuk mempelajari bagian 

data yang belum dapat dijelaskan oleh model sebelumnya. Berbeda dengan 

pendekatan regresi linear yang berusaha langsung menemukan hubungan 

matematis global antarvariabel, XGBoost secara bertahap berfokus pada 

kesalahan yang masih tersisa sehingga proses pembelajarannya menjadi lebih 

adaptif terhadap pola data yang kompleks. 
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3. Mekanisme Boosting Bertahap/Iteratif 

Berdasarkan residual yang dihasilkan, algoritma membangun pohon keputusan 

pertama untuk mengurangi kesalahan prediksi. Setelah pohon pertama selesai 

dilatih, residual baru kembali dihitung. Proses ini kemudian diulang secara 

iteratif sehingga setiap pohon keputusan berikutnya memiliki tugas khusus 

untuk memperbaiki kesalahan yang belum berhasil dikoreksi oleh kombinasi 

pohon sebelumnya. Melalui mekanisme tersebut, model tidak hanya 

mempelajari hubungan sederhana antarvariabel, tetapi juga mampu 

menangkap interaksi yang lebih kompleks. Sebagai contoh, kebutuhan 

pengadaan perangkat tidak hanya dipengaruhi oleh jumlah karyawan baru, 

tetapi juga dapat dipengaruhi secara bersamaan oleh tingkat utilisasi perangkat 

aktif, jumlah perangkat cadangan yang tersedia, serta pola pengadaan pada 

periode sebelumnya. Hubungan yang saling berinteraksi seperti ini dapat 

dipelajari secara efektif oleh XGBoost melalui pembentukan banyak aturan 

keputusan secara bertahap. 

 

4. Pengaturan Hyperparameter 

Untuk mengendalikan proses pembelajaran dan mencegah terjadinya 

overfitting, model dikonfigurasi menggunakan beberapa hyperparameter 

utama. Parameter max_depth digunakan untuk membatasi kedalaman pohon 

keputusan sehingga model tidak membentuk aturan yang terlalu spesifik 

terhadap data latih. Parameter learning_rate mengontrol besar kontribusi setiap 

pohon baru terhadap model keseluruhan sehingga proses pembelajaran 

berlangsung lebih stabil. Selain itu, parameter reg_lambda digunakan sebagai 

mekanisme regularisasi untuk mengurangi kompleksitas model dan 

meningkatkan kemampuan generalisasi terhadap data baru. 
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5. Pembentukan Model Akhir 

Setelah seluruh proses boosting selesai dilakukan, model akhir terbentuk dari 

kombinasi seluruh pohon keputusan yang telah dilatih. Prediksi akhir 

diperoleh melalui agregasi kontribusi setiap pohon yang bekerja secara 

kolektif dalam menghasilkan estimasi nilai target. Karena setiap pohon 

dibangun untuk memperbaiki kesalahan sebelumnya, model akhir mampu 

menghasilkan prediksi yang lebih akurat dibandingkan model tunggal. 

Pendekatan ini sangat sesuai untuk data operasional pengadaan aset yang 

memiliki pola fluktuatif, dinamis, dan tidak selalu mengikuti hubungan linear 

antarvariabel. 

 

3.3.2. Perancangan Eksperimen Baseline (Regresi Linear Berganda)  

Algoritma Regresi Linier Berganda (Multiple Linear Regression) 

diimplementasikan sebagai model pembanding (baseline) untuk mengukur 

tingkat efektivitas dan signifikansi dari model XGBoost yang diusulkan. Agar 

evaluasi berjalan secara objektif (head-to-head), eksperimen pembanding ini 

dirancang dengan parameter pengujian yang identik, meliputi: 

1. Penggunaan Dataset: Menggunakan data hasil preprocessing yang sama 

persis, dengan skema pembagian data (data splitting) berurutan sebesar 

80% untuk data latih dan 20% untuk data uji. 

2. Variabel Prediktor dan Target: Menggunakan seluruh fitur prediktor 

operasional yang telah diekstraksi untuk memprediksi variabel target 

pengadaan (Device_In). 

3. Metrik Evaluasi: Kinerja model baseline diukur menggunakan metrik 

MAE, RMSE, dan R² untuk nantinya dibandingkan langsung dengan 

keluaran model XGBoost. 

Eksperimen baseline ini dieksekusi di balik layar (back-end script). Secara 

karakteristik, Regresi Linier memiliki keterbatasan karena mengasumsikan 

hubungan yang selalu konstan secara linear. Sebagai contoh, model ini 

mengasumsikan penambahan karyawan baru akan selalu berbanding lurus 

dengan pembelian aset. Padahal pada realitas operasional TI, urgensi 

pengadaan sangat bergantung pada konteks variabel lain yang saling bersyarat 
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(context-dependent), seperti persentase ketersediaan perangkat di gudang 

(spare pool). Kelemahan mendasar inilah yang sengaja diuji sebagai tolok 

ukur untuk membuktikan keunggulan komputasi XGBoost dalam menangani 

pola data non-linear. 
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3.4. Integrasi ke Aplikasi 

Sistem dirancang untuk mengintegrasikan model XGBoost ke dalam 

aplikasi web berbasis Flask dengan arsitektur Stateless Data Pipeline. Fokus 

utama perancangan adalah memastikan seluruh alur data, mulai dari tahap input 

hingga pelaporan, berjalan secara otomatis di dalam memori server untuk efisiensi 

tinggi. 

 

3.4.1. Deskripsi Arsitektur Sistem 

Aplikasi dikembangkan dengan pendekatan Stateless Data Pipeline. 

Berbeda dengan sistem transaksional yang menyimpan data ke basis data 

permanen, sistem ini memproses seluruh data secara dinamis di dalam memori 

server (In-Memory Processing). Hal ini dipilih untuk menjamin keamanan data 

operasional perusahaan dan kecepatan proses tanpa beban latensi dari database 

engine eksternal. 

 

Gambar 3. 1. Gambaran Umum Sistem 
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3.4.2. Spesifikasi Kebutuhan 

 
1. Kebutuhan Fungsional (KF) 

Kebutuhan fungsional mendefinisikan fitur utama yang harus tersedia 

dalam sistem: 

KF01: Admin TI dapat melakukan input data mentah historis operasional dengan 

mengimpor file Excel sesuai dengan template yang disediakan. 

KF02: Sistem dapat melakukan preprocessing otomatis dan Admin TI dapat 

melatih model prediksi utama menggunakan algoritma XGBoost 

Regressor. 

KF03: Admin TI dapat melihat hasil evaluasi model yang telah dilatih 

berdasarkan metrik regresi standar (MAE, RMSE, R²). 

KF04: Admin TI dapat melihat visualisasi hasil peramalan kebutuhan pengadaan 

aset untuk periode berikutnya dalam bentuk indikator numerik dan grafik 

time-series. 

KF05: Admin TI dapat mengekspor laporan hasil prediksi dalam format dokumen 

(PDF) untuk kebutuhan administrasi atau justifikasi pengambilan 

keputusan. 

 

2. Kebutuhan Non-Fungsional (KNF) 

Selain fungsi utama, sistem juga memiliki kebutuhan non-fungsional yang 

berkaitan dengan kualitas dan kinerja: 

KNF01: Antarmuka aplikasi dirancang secara intuitif dan efisien agar Admin TI 

dapat mengoperasikan alur prediksi secara instan tanpa memerlukan 

pemahaman teknis yang kompleks. 

KNF02: Sistem menjamin operasional yang aman dan legal dalam pengolahan 

data secara etis, serta mendukung kelestarian lingkungan melalui 

pencegahan pengadaan berlebih yang berdampak pada limbah elektronik 

(e-waste). 
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3.4.3. Desain Sistem 

Perancangan sistem ini bertujuan untuk menerjemahkan kebutuhan 

fungsional ke dalam model teknis yang terstruktur. Fokus utamanya adalah 

memetakan interaksi pengguna dengan mesin prediksi serta merancang arsitektur 

penyimpanan data yang mampu mendukung seluruh siklus hidup model machine 

learning. 

 

a. Use Case Diagram 

 Pemodelan fungsionalitas sistem digambarkan melalui Use Case Diagram 

untuk memetakan interaksi antara Admin TI, sebagai aktor tunggal, dengan 

kapabilitas aplikasi ForeTech. Dalam ekosistem ini, Admin memiliki kendali 

penuh atas seluruh siklus alur kerja prediksi, mulai dari penyediaan data mentah 

historis hingga perolehan dokumen hasil proyeksi pengadaan aset. 

 

Gambar 3. 2. Use Case Diagram 
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Berdasarkan Gambar 3.2, alur interaksi pengguna dengan sistem dirancang 

secara sekuensial yang meliputi tahapan berikut: 

1. Upload Dataset: Interaksi diinisiasi oleh Admin dengan mengunggah 

dataset operasional (dalam format .xlsx). Dataset ini berfungsi sebagai 

basis pengetahuan (knowledge base) yang akan dipelajari oleh model 

kecerdasan buatan. 

2. Train Prediction Model: Fungsi inti sistem di mana aplikasi mengeksekusi 

pelatihan algoritma Extreme Gradient Boosting (XGBoost). Use case ini 

memiliki relasi dependency berupa <<include>> terhadap Preprocessing 

Data. Artinya, sebelum algoritma mulai belajar, sistem secara wajib 

(mandatori) mengeksekusi pembersihan data, penanganan nilai kosong 

(missing values), dan rekayasa fitur (lagging) di latar belakang guna 

memastikan integritas data dan mencegah kebocoran data (data leakage). 

3. Model Evaluation: Setelah proses pelatihan selesai (re-trained), Admin 

dapat meninjau tingkat keandalan model yang baru terbentuk melalui 

parameter metrik regresi standar, yaitu Mean Absolute Error (MAE), Root 

Mean Squared Error (RMSE), dan R-Squared (𝑅2). 

4. Generate Prediction & View Prediction Visualization: Setelah model 

tervalidasi, sistem secara dinamis menghasilkan prediksi angka kebutuhan 

laptop untuk periode operasional bulan berikutnya. Hasil kalkulasi tersebut 

kemudian divisualisasikan dalam bentuk grafik deret waktu (time-series) 

serta persentase feature importance yang intuitif melalui halaman dasbor 

utama. 

5. Export Report: Sebagai tahapan akhir, Admin dapat mengeksekusi fitur 

ekspor guna mengonversi hasil prediksi dan visualisasi grafik menjadi 

sebuah dokumen justifikasi resmi yang dapat diunduh untuk keperluan 

 manajemen aset.
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b. Activity Diagram  

 

Gambar 3. 3. Activity Diagram 

Activity Diagram digunakan untuk memodelkan alur aktivitas fungsional 

dalam sistem secara berurutan, mulai dari inisiasi oleh aktor hingga keluaran akhir 

yang dihasilkan oleh sistem.  
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Pada sistem ForeTech, diagram ini menggambarkan proses integrasi 

Stateless Data Pipeline yang memproses data sepenuhnya di dalam memori server 

tanpa penyimpanan basis data permanen.  Berdasarkan Gambar 3.3, alur aktivitas 

sistem dibagi menjadi beberapa tahapan utama sebagai berikut: 

1. Tahap Inisialisasi dan Validasi Data: 

Proses dimulai saat Admin TI mengakses aplikasi dan menu Model 

Generator untuk mengunggah dataset operasional dalam format .xlsx. 

Setelah tombol eksekusi ditekan, sistem backend (Flask) menerima berkas 

dan melakukan pengecekan integritas struktur kolom serta jumlah 

minimum baris data (minimal 10 rekaman bulanan). Jika data tidak valid, 

sistem akan mengirimkan flash message dan mengarahkan pengguna untuk 

menggunakan templat standar. 

2. Tahap Pra-pemrosesan dan Pelatihan AI: 

Jika validasi berhasil, sistem secara otomatis mengeksekusi tahapan pra-

pemrosesan meliputi imputasi nilai hilang, Forward Fill (ffill) untuk data 

stok, serta rekayasa fitur (lagging t-1). Dataset kemudian dibagi secara 

sekuensial dengan rasio 80% data latih dan 20% data uji untuk melatih 

model XGBoost. Selama proses ini, sistem juga menghitung metrik 

evaluasi kinerja (MAE, RMSE, dan (𝑅2) sebagai bukti keandalan model.   

3. Tahap Inferensi dan Visualisasi Dinamis: 

Setelah model terbentuk di memori, Admin beralih ke Prediction 

Dashboard. Sistem memuat model .pkl tersebut dan menyiapkan data 

inferensi dari periode terakhir untuk menghasilkan angka proyeksi 

pengadaan bulan depan. Secara bersamaan, sistem me-render grafik 

Estimation Horizon dan Feature Importance langsung menjadi format 

Base64 agar dapat ditampilkan pada antarmuka web tanpa perlu 

menyimpan berkas gambar fisik di server.   

4. Tahap Pelaporan Akhir: 

Aktivitas berakhir ketika Admin TI mengakses menu Download Report. 

Sistem mengompilasi seluruh hasil evaluasi, angka prediksi, dan 

visualisasi grafik ke dalam dokumen pratinjau yang siap dicetak oleh 

pengguna sebagai dokumen justifikasi anggaran resmi perusahaan. 
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c. Desain Antarmuka (Wireframe) 

1. Halaman Dashboard – Welcome Screen 

Halaman ini merupakan tampilan awal (landing page) saat Admin TI 

pertama kali mengakses aplikasi sebelum model AI dilatih. Antarmuka 

dirancang sebagai pusat panduan (onboarding) yang memandu pengguna 

melalui tiga langkah utama operasional sistem. Pada halaman ini juga 

disediakan fitur krusial berupa tombol pengunduhan Standard Format 

(template Excel) untuk memastikan integritas dan keseragaman struktur 

data historis sebelum diunggah ke sistem. 

 

 

Gambar 3. 4. Wireframe Welcome Sreen 
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2. Halaman Model Generator – Import Dataset 

Halaman ini merupakan pintu masuk bagi data operasional. Antarmuka 

didesain minimalis dengan menyediakan area unggah dokumen (drag-and-

drop atau pilih file) yang dibatasi khusus untuk format .xlsx. Setelah file 

dipilih, Admin TI dapat menekan tombol eksekusi yang akan memicu 

sistem untuk menjalankan seluruh pipeline AI di latar belakang, mulai dari 

pra-pemrosesan data secara otonom hingga pelatihan model XGBoost. 

 

 

Gambar 3. 5. Wireframe Halaman Import Data 
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3. Halaman Model Generator – Evaluasi Hasil 

Setelah sistem selesai melakukan pelatihan model dari data yang 

diunggah, halaman ini akan aktif. Antarmuka menampilkan tabel metrik 

evaluasi kinerja regresi secara transparan, yang meliputi Mean Absolute 

Error (MAE), Root Mean Squared Error (RMSE), dan R-Squared (𝑅2). 

Tampilan ini berfungsi sebagai bentuk validasi sistem untuk meyakinkan 

Admin TI terhadap tingkat akurasi dan keandalan model sebelum 

rekomendasi pengadaan digunakan. 

 

 

Gambar 3. 6. Wireframe Halaman Generate Model 
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4. Halaman Dashboard 

Halaman ini adalah pusat penyajian wawasan (insight) hasil kalkulasi 

kecerdasan buatan. Tata letak (layout) dibagi secara proporsional untuk 

menampilkan tiga elemen kunci: 

• Kotak Prediksi Utama: Menampilkan angka final (jumlah unit 

laptop) yang direkomendasikan AI untuk periode operasional bulan 

berikutnya. 

• Grafik Feature Importance: Diagram batang yang mengurutkan 

variabel operasional mana yang paling memicu kebutuhan 

pengadaan (misalnya tingkat kerusakan atau jumlah karyawan 

baru). 

• Grafik Estimation Horizon: Visualisasi deret waktu yang 

menyandingkan data pengadaan masa lalu dengan titik prediksi 

masa depan. 

 

 

Gambar 3. 7. Wireframe Halaman Dashboard 
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5. Halaman Download Report 

Antarmuka ini menyimulasikan tata letak kertas cetak berukuran A4 untuk 

keperluan administrasi manajemen. Halaman ini bertugas menyusun 

(compile) seluruh hasil analisis, meliputi angka alokasi unit, metadata 

periode, metrik akurasi, serta visualisasi grafik ke dalam satu dokumen 

resmi (Procurement Justification). Dokumen ini siap untuk diunduh, 

dicetak, dan diserahkan kepada pihak manajemen sebagai justifikasi 

pengadaan yang objektif. 

 

 

Gambar 3. 8. Wireframe Download Report 
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3.5. Evaluasi Hasil  

Kualitas model dinilai melalui dua pendekatan: 

 

3.5.1. Metrik Kinerja Regresi 

Untuk mengukur tingkat kesalahan dan seberapa baik model dapat 

menggeneralisasi data yang belum pernah dilihat, penelitian ini menggunakan tiga 

metrik regresi standar: 

 

1. Mean Absolute Error (MAE) 

Metrik ini mengukur rata-rata kesalahan absolut prediksi model. Nilai 

MAE yang rendah menunjukkan akurasi dan stabilitas model secara 

keseluruhan dalam memprediksi kebutuhan aset. 

𝑀𝐴𝐸 =
1

𝑛
∑|𝑦𝑖 − 𝑦𝑖̂|

𝑛

𝑖=1

 

(Keterangan: n = jumlah data uji, 𝑦𝑖  = nilai aktual, ŷi = nilai prediksi). 

Metrik ini dipilih karena memberikan gambaran kesalahan langsung dalam 

satuan data asli (jumlah unit laptop), sehingga sangat mudah dipahami 

oleh pengguna sistem. 

 

2. Root Mean Squared Error (RMSE) 

RMSE memberikan bobot yang lebih besar pada kesalahan prediksi yang 

ekstrem (outlier). Memastikan nilai RMSE tidak jauh berbeda dengan 

MAE adalah kunci untuk mengonfirmasi bahwa model tidak menghasilkan 

kesalahan besar yang dapat menyebabkan kekurangan aset serius. 

𝑅𝑀𝑆𝐸 = √
1

𝑛
∑(𝑦𝑖 − 𝑦𝑖̂)2

𝑛

𝑖=1

 

(Keterangan: n = jumlah data uji, 𝑦𝑖 = nilai aktual, ŷi = nilai prediksi) 
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3. Coefficient of Determination (R²) 

Metrik ini menunjukkan proporsi variasi data aktual yang berhasil 

dijelaskan oleh model regresi. Rumus matematis R² dirumuskan sebagai 

berikut: 

𝑅2 = 1 −
∑ (𝑦𝑖 − 𝑦𝑖̂)

2𝑛
𝑖=1

∑ (𝑦𝑖 − 𝑦̅)2𝑛
𝑖=1

 

(Keterangan: n = jumlah data uji, 𝑦𝑖 = nilai aktual, ŷi = nilai prediksi, 𝑦̅ = 

Rata-rata dari nilai aktual). 

Nilai R² berkisar antara 0 hingga 1. Nilai yang semakin mendekati 1 (≈1) 

mengindikasikan bahwa model memiliki daya penjelasan yang sangat kuat 

terhadap kompleksitas pola kebutuhan aset TI perusahaan. 
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3.5.2. Analisis Diagnostik dan Visual 

Selain evaluasi kuantitatif berbasis metrik error, interpretasi model pada 

sistem juga dirancang menggunakan pendekatan analitik visual. Pendekatan ini 

bertujuan untuk menerjemahkan kompleksitas kalkulasi algoritma Extreme 

Gradient Boosting menjadi wawasan (insight) operasional yang intuitif dan 

relevan bagi manajemen aset. Tahapan analisis visual yang dihasilkan oleh sistem 

meliputi: 

• Peringkat Pengaruh (Feature Importance):  

Analisis visual menggunakan diagram batang terarah (bar chart) untuk 

memetakan dan mengurutkan persentase kontribusi variabel independen 

terhadap hasil prediksi. Evaluasi ini memungkinkan Admin TI untuk 

secara cepat mengidentifikasi faktor operasional mana yang paling 

dominan memicu lonjakan kebutuhan pengadaan pada periode tersebut 

(misalnya, tingkat rekrutmen atau tingkat urgensi stok). 

• Visualisasi Horison Prediksi (Estimation Horizon Chart):  

Penyajian grafik deret waktu (time-series line chart) yang 

menyandingkan garis tren data pengadaan  historis secara berurutan 

dengan titik proyeksi masa depan (forecasted value). Visualisasi ini 

memberikan konteks spasial secara langsung bagi pengguna untuk 

menilai kewajaran angka prediksi terhadap fluktuasi riil operasional pada 

bulan-bulan sebelumnya. 
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BAB IV HASIL DAN PEMBAHASAN 

 

Bab ini menguraikan hasil implementasi sistem prediksi pengadaan aset TI 

menggunakan algoritma Extreme Gradient Boosting (XGBoost) dan Regresi 

Linier Berganda sebagai baseline model. Pembahasan disusun berdasarkan 

tahapan pengembangan sistem kecerdasan buatan, yang mencakup pengumpulan 

data, tahapan preprocessing, proses pengolahan data, integrasi model ke dalam 

aplikasi web, hingga hasil evaluasi kinerja algoritma. 

 

4.1. Pengumpulan Data 

Tahap awal dalam penelitian ini adalah pengumpulan data historis yang 

menjadi basis pembelajaran algoritma. Data yang digunakan adalah dataset 

simulasi operasional perusahaan digital dengan rentang waktu enam tahun, 

Januari 2019 hingga Desember 2024 (72 observasi bulanan). Data ini mencakup 

dinamika rekrutmen, kerusakan perangkat, dan posisi stok gudang. 

Cuplikan data mentah sebelum dilakukan pemrosesan dapat dilihat pada 

Tabel 4.1 di bawah ini: 

Tabel 4. 1. Cuplikan Dataset Mentah  

Year Month 
New 

Employee 
Intern 

Count 
Resigned 

Employee 
Broken 

Device 
Refresh 

Cycle 
Device 

Out 
Spare 

Pool 
Device 

In 

2019 1 8  4 4 10 10 60 30 

2019 2 12 0 7 2 10 11 66 27 

2019 3 13 0 3 4 13 15 68 32 

2019 4 0 27 3 8 11 14 69 48 

2019 5 0 0 8 5 20 11 62 4 

2019 6 0 0 11 8 12 12 56 7 

2019 7 7 0 9 6 13 15 61 27 

2019 8 14 59 8 6 11 11 59 83 
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4.2. Preprocessing Data 

Tahap preprocessing dilakukan untuk memastikan dataset siap digunakan 

oleh algoritma XGBoost dengan integritas data yang tinggi. Sistem dirancang 

untuk melakukan pembersihan dan transformasi secara otomatis melalui fungsi 

Autonomous Cleansing. 

4.2.1. Validasi Integritas dan Penanganan Nilai Hilang 

Sistem mendeteksi nilai kosong (null values) yang muncul akibat kendala 

administratif di lapangan. Penanganan dilakukan melalui dua pendekatan: 

1. Imputasi: Menggunakan interpolasi linier untuk variabel rekrutmen guna 

menjaga tren data, serta nilai median untuk data kerusakan perangkat guna 

menghindari pengaruh nilai ekstrem (outlier).  

2. Standardisasi Format: Seluruh variabel dikonversi secara paksa menjadi 

tipe data Integer (bilangan bulat) untuk memastikan konsistensi, 

mengingat unit laptop dan jumlah manusia tidak mungkin bernilai desimal. 

 

4.2.2. Pencegahan Data Leakage (Lagging Transformation)  

Sistem menerapkan transformasi Lag-1, di mana variabel operasional dari 

satu bulan sebelumnya (𝑡 − 1 ) digunakan sebagai prediktor untuk pengadaan 

bulan berjalan (t). Transformasi ini krusial untuk mencegah kebocoran informasi 

masa depan (data leakage), sehingga model belajar berdasarkan realitas historis 

yang tersedia saat keputusan pengadaan diambil di dunia nyata. 
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4.2.3. Rekayasa Fitur Teknis (Feature Engineering) 

Untuk mempertajam kemampuan prediksi algoritma XGBoost dalam 

menangkap pola non-linear, sistem membentuk fitur-fitur baru: 

1. Urgency Ratio: Menghitung beban kebutuhan (rekrutmen + kerusakan) 

terhadap sisa stok gudang (Spare Pool).   

2. Stock Momentum: Menangkap kecepatan pemakaian aset melalui selisih 

pergerakan stok antara dua periode terakhir.   

3. Gap to Safety: Mengukur selisih antara posisi stok saat ini dengan batas 

aman (Safety Stock) sebesar 20 unit untuk memberikan sinyal urgensi 

pengadaan kepada model AI. 

 

4.2.4. Hasil Transformasi Data (Cleaned Dataset) 

Sebagai bukti keberhasilan tahap preprocessing, Tabel 4.2 menunjukkan 

cuplikan dataset operasional yang telah melalui proses pembersihan dan rekayasa 

fitur (feature engineering). 

Mengingat dataset hasil pembersihan memiliki 24 kolom (termasuk fitur 

Lagging), tabel ini menyajikan subset variabel utama yang paling representatif. 

Dataset secara sistematis dimulai dari bulan April (Bulan ke-4). Pemotongan baris 

awal ini adalah langkah teknis yang wajib dilakukan karena sistem memerlukan 

data historis dari bulan Januari hingga Maret untuk dapat mengkalkulasi fitur 

memori jangka pendek, seperti Rata-Rata Rekrutmen 3 Bulan Terakhir. 

Tabel 4. 2. Cuplikan Dataset Setelah Preprocessing (Cleaned) 

Year Month 
New 

Employee 

Intern 

Count 

Spare 

Pool 

Avg 

Recruitment 

(3-Mos) 

Urgency 

Ratio 

Gap to 

Safety 

2019 4 0 27 69 11* 0.26 -48 

2019 5 0 0 62 8 0.51 -49 

2019 6 0 0 56 4 0.08 -42 

2019 7 7 0 61 0 0.14 -36 

2019 8 14 59 59 2 0.21 -41 
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Analisis Hasil Preprocessing: 

Berdasarkan Tabel 4.2 di atas, terdapat tiga capaian utama dari integrasi 

skrip preprocessing pada sistem ForeTech: 

1. Keberhasilan Rekayasa Fitur (Feature Engineering): Sistem berhasil 

melahirkan fitur-fitur pintar yang tidak ada di data mentah, seperti 

Urgency Ratio (rasio kegawatan stok) dan Gap to Safety (selisih stok 

dengan batas aman operasional). Angka-angka ini memberikan sinyal 

matematis yang jauh lebih kuat bagi AI untuk mendeteksi krisis 

ketersediaan perangkat. 

2. Logika Memori Jangka Pendek (Rolling Average): Tabel membuktikan 

bahwa sistem mampu merangkum tren rekrutmen dari tiga bulan 

sebelumnya ke dalam variabel Avg Recruitment (3-Mos). Hal ini 

memberikan algoritma XGBoost "ingatan" jangka pendek terhadap 

kecepatan pertumbuhan karyawan perusahaan. 

3. Sinkronisasi Temporal dan Pembulatan: Pemotongan tiga bulan awal 

memastikan model AI tidak dilatih menggunakan baris data yang 

informasinya belum lengkap (menghindari bias). Selain itu, seluruh hasil 

kalkulasi telah dikonversi menjadi format bilangan bulat (Integer) atau 

dibulatkan ke desimal yang presisi agar sesuai dengan logika objek aset TI 

di dunia nyata. Keseluruhan struktur kolom dataset clean dapat dilihat 

lebih lanjut pada Lampiran B. 

 

4.2.5. Pembagian Data Berurutan (Sequential Splitting) 

Langkah terakhir adalah pembagian data secara berurutan (sequential) 

guna mempertahankan kronologi waktu. Berbeda dengan pembagian acak pada 

umumnya, data dibagi menjadi: 

1. Data Latih (Training Set - 80%): Mencakup observasi dari Januari 2019 

hingga Oktober 2023.   

2. Data Uji (Testing Set - 20%): Mencakup observasi dari November 2023 

hingga Desember 2024. 
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4.3. Penerapan dan Komparasi Metode AI 

Tahap ini merupakan inti dari sistem ForeTech, di mana dataset hasil 

preprocessing digunakan untuk melatih model. Penelitian ini membandingkan 

algoritma XGBoost (Model Usulan) dengan Multiple Linear Regression 

(Baseline) untuk membuktikan efektivitas metode dalam menangani data 

operasional yang dinamis. 

 

4.3.1. Konfigurasi Model dan Parameter 

Sistem menggunakan pustaka XGBRegressor dengan parameter yang telah 

dioptimasi melalui skrip app.py: 

1. n_estimators (500): Jumlah pohon keputusan untuk meminimalkan 

kesalahan secara bertahap.   

2. learning_rate (0.05): Mengatur kecepatan pembaruan bobot untuk 

menjaga stabilitas pembelajaran.   

3. max_depth (5): membatasi kedalaman pohon agar model tidak terlalu 

kompleks (overfitting). 

Selain parameter tersebut, sistem menerapkan Weighted Training 

(sample_weight). Bulan dengan volume pengadaan tinggi (seperti periode 

onboarding besar) diberikan bobot lebih berat agar AI lebih sensitif terhadap 

potensi defisit stok di masa depan. 
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4.3.2. Skenario Pelatihan dan Pengujian 

Data dibagi secara Sequential Splitting (80:20) untuk menjaga urutan 

waktu: 

1. Data Latih (Training Set): Terdiri dari 80% data awal yang digunakan 

model untuk mengenali pola korelasi antara variabel input terhadap target 

pengadaan.   

2. Data Uji (Testing Set): Terdiri dari 20% data terakhir (November 2023 – 

Desember 2024) yang digunakan untuk memvalidasi akurasi prediksi pada 

data yang belum pernah dilihat sebelumnya. 

Model memproses 15 fitur, termasuk fitur pintar hasil rekayasa seperti 

Urgency Ratio, Gap to Safety, dan Lagging Transformation. 

 

4.3.3. Hasil Pengujian Komparasi Baseline 

Hasil pengolahan data melalui skrip compare_model.py menunjukkan 

perbedaan performa yang signifikan antara algoritma ensemble (XGBoost) dengan 

model statistik tradisional (Multiple Linear Regression). Hasil evaluasi komparasi 

disajikan pada Tabel 4.3 berikut: 

Tabel 4. 3. Hasil Pengujian Komparasi Baseline 

Model 
Mean Absolute 

Error (MAE) 

Root Mean 

Squared Error 

(RMSE) 

R-Squared (R2) 

XGBoost 

(Model Usulan) 
8.21 Units 10.17 Units 0.7107 

Regresi Linier 

(Baseline) 
12.79 Units 17.38 Units 0.1545 

 

Berdasarkan Tabel 4.3, model XGBoost menunjukkan keunggulan mutlak 

pada seluruh metrik evaluasi. Nilai 𝑅2  sebesar 0.7107 mengindikasikan bahwa 

XGBoost mampu menjelaskan 71,07% variansi data pengadaan laptop, sedangkan 

Regresi Linear hanya mampu menjelaskan 15,45% variansi data. 
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4.3.4. Mekanisme Error Prevention dan Validasi Keluaran Model 

Selain berfokus pada peningkatan akurasi, perancangan sistem ini juga 

mempertimbangkan mekanisme pencegahan eror (error prevention) pada keluaran 

model. Secara matematis, algoritma XGBoost berpotensi menghasilkan nilai 

prediksi negatif ketika sisa stok gudang masih melimpah sementara permintaan 

menurun drastis, padahal secara operasional jumlah pengadaan tidak mungkin 

bernilai negatif. Oleh karena itu, sistem dirancang untuk membatasi nilai prediksi 

minimum menjadi nol (floor binding) serta menampilkan notifikasi peringatan 

kepada pengguna apabila kondisi tersebut terjadi. Mekanisme ini menjadi bagian 

dari validasi keluaran model sebelum hasil prediksi ditampilkan, dengan rincian 

skenario pengujian dibahas lebih lanjut pada sub-bab 4.5.4. 
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4.3.5. Justifikasi Pemilihan XGBoost 

Hasil pengolahan data ini memberikan argumen teknis yang kuat mengapa 

XGBoost dipilih sebagai algoritma utama dalam aplikasi ForeTech: 

1. Kemampuan Menangani Hubungan Non-Linear:  

Regresi Linear memiliki performa rendah karena memaksakan hubungan 

variabel menjadi garis lurus sederhana. Kenyataannya, penambahan karyawan 

baru tidak selalu diikuti pengadaan laptop jika stok gudang masih mencukupi 

pola kompleks inilah yang berhasil ditangkap oleh XGBoost. 

2. Ketangguhan Terhadap Fluktuasi Ekstrem:  

Melalui mekanisme Gradient Boosting dan Weighted Training, XGBoost 

secara cerdas mempelajari sisa kesalahan (residual) dari prediksi sebelumnya. 

Hal ini terbukti dari nilai MAE XGBoost (8,21) yang jauh lebih rendah, yang 

berarti rata-rata kesalahan prediksi hanya meleset ±8 unit per bulan. 

3. Presisi Berbasis Konteks Bisnis:  

Dengan nilai MAE sebesar 8,21 unit, tingkat kesalahan model masih berada 

jauh di bawah ambang batas aman stok (Safety Stock) perusahaan sebesar 20 

unit. Hal ini menjamin bahwa sistem memberikan rekomendasi yang aman 

untuk operasional perusahaan. Secara konseptual, Regresi Linier 

mengasumsikan pola operasional yang kaku, misalnya: setiap penambahan 

satu karyawan baru selalu berbanding lurus dengan satu pengadaan perangkat 

baru, tanpa mempertimbangkan sisa perangkat di gudang. Sebaliknya, 

algoritma XGBoost memiliki fleksibilitas untuk membaca konteks multi-

dimensi. Model ini memahami bahwa masuknya 10 karyawan baru tidak 

selalu memicu pengadaan jika ketersediaan Spare Pool sedang melimpah. 

Kemampuan mengevaluasi dinamika operasional yang saling bersyarat inilah 

yang menjadikan performa XGBoost jauh mengungguli metode statistik 

konvensional. Dengan demikian, pengolahan data ini membuktikan bahwa 

penggunaan algoritma XGBoost pada sistem ForeTech merupakan solusi 

yang tepat dan layak secara teknis untuk memprediksi kebutuhan aset TI 

secara akurat.  
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4.4. Integrasi ke Aplikasi 

Model AI diintegrasikan ke dalam ekosistem web menggunakan 

framework Flask dengan konsep In-Memory Processing (pemrosesan langsung di 

memori) untuk menjamin kecepatan tanpa ketergantungan basis data statis. 

 

4.4.1. Struktur Organisasi File Sistem 

Integrasi aplikasi diatur dalam struktur direktori yang sistematis untuk 

menjamin keterkelolaan kode (maintainability). Pemisahan dilakukan secara tegas 

antara logika inti AI, orkestrasi backend, dan aset antarmuka pengguna. 

 

ForeTech_XGBOOST/ 

├── src/                    # Logika Inti Kecerdasan Buatan 

│   ├── preprocessing.py    # Pipeline pembersihan data otomatis 

│   ├── train_model.py      # Skrip pelatihan model produksi 

│   └── compare_model.py    # Skrip pengujian komparatif algoritma 

├── data_raw/               # Dataset historis mentah (2019-2024) 

├── data_cleaned/           # Dataset hasil transformasi preprocessing 

├── models/                 # Penyimpanan biner model (.pkl) 

├── static/                 # Aset CSS dan JavaScript (UI/UX) 

├── templates/              # Kerangka antarmuka HTML (Flask Templates) 

└── app.py                  # Mesin orkestrasi sistem utama 

 

Komponen utama sistem meliputi:   

1. app.py: Kontroler utama yang mengatur routing, preprocessing otomatis, 

dan pelatihan model.   

2. src/preprocessing.py & src/train_model.py: Berisi skrip mandiri untuk 

menguji pipeline secara terpisah selama fase pengembangan.   

3. /templates & /static: Berisi komponen visual (HTML, CSS, JS) yang 

membangun User Experience (UX) bertema Navy Blue Professional sesuai 

rancangan antarmuka.  

4. models/: Direktori penyimpanan berkas xgboost_model.pkl yang 

diperbarui secara dinamis setiap kali proses training dieksekusi melalui 

dashboard. 
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4.4.2. Arsitektur Antarmuka dan User Experience (UX) 

Sistem menggunakan navigasi yang memandu Admin TI melalui tiga pilar 

fungsional pada dashboard utama untuk memastikan alur kerja yang intuitif: 

 

 

Gambar 4. 1. Antarmuka Dashboard  

1. Format Dataset Standar : Menyediakan fitur unduh template Excel resmi 

untuk menjamin integritas struktur input data operasional.   

2. Pelatihan Model AI : Halaman khusus untuk mengunggah dataset, 

menjalankan validasi kolom, dan memicu proses pelatihan model secara 

otomatis.   

3. Evaluasi Proyeksi : Menyajikan ringkasan hasil prediksi numerik dan 

visualisasi tren pengadaan periode berikutnya. 

 

Selain elemen navigasi, antarmuka sistem juga diadaptasi agar mudah 

dipahami oleh pengguna awam. Terminologi teknis seperti MAE, RMSE, dan R² 

dibungkus ulang menggunakan bahasa logistik, seperti 'Rata-Rata Selisih' dan 

'Tingkat Akurasi AI'. Lebih lanjut, sebagai bentuk kepatuhan terhadap etika AI 

yang bertanggung jawab, sistem menerapkan prinsip Human-in-the-Loop. Sebuah 

disclaimer peringatan disematkan secara permanen pada hasil prediksi web dan 

laporan PDF. Hal ini untuk mengingatkan manajemen bahwa XGBoost bersifat 

probabilistik, sehingga keputusan final alokasi anggaran tetap mutlak berada di 

tangan manusia. 
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4.4.3. Alur Machine Learning Pipeline 

Saat pengguna menekan tombol "EKSEKUSI PELATIHAN SISTEM", 

sistem menjalankan urutan otomatis:  

 

Gambar 4. 2. Antarmuka Import Dataset 

1. Autonomous Cleansing: Melakukan imputasi nilai kosong (interpolasi dan 

median) serta konversi tipe data ke Integer.   

2. Production-Grade Training: Melatih ulang model dengan teknik 

Weighted Training berdasarkan dataset terbaru yang diunggah.   

3. Real-time Evaluation: Menampilkan metrik akurasi (MAE, RMSE, R²) 

langsung pada antarmuka web sebagai bukti validitas. 

 

 

Gambar 4. 3. Antarmuka Hasil Metrik Evaluasi 
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4.4.4. Engine Prediksi dan Visualisasi 

Proses inference (prediksi) dilakukan dengan memanggil model statis 

xgboost_model.pkl menggunakan pustaka joblib pada rute utama. 

 

Gambar 4. 4. Antarmuka Dashboard Visualisasi 

 

1. Extraction: Fungsi prepare_inference_data() mengambil baris terakhir data 

operasional untuk menentukan kebutuhan bulan berikutnya. 

2. Stateless Visualization: Grafik dihasilkan menggunakan Matplotlib, 

dikonversi menjadi format Base64, dan ditampilkan langsung ke layar tanpa 

menyimpan file gambar fisik di server untuk menghemat ruang penyimpanan. 

3. Penerapan Prinsip Human-in-the-loop (HITL): Mengingat algoritma 

XGBoost beroperasi secara probabilistik dan bukan deterministik, sistem 

secara eksplisit menyematkan pernyataan penafian (disclaimer) pada halaman 

keluaran (output). Peringatan ini menegaskan bahwa rekomendasi pengadaan 

berfungsi murni sebagai Sistem Pendukung Keputusan (Decision Support 

System), sementara wewenang dan keputusan final pencairan anggaran tetap 

mutlak berada di tangan manusia (manajemen). Pendekatan ini merupakan 

wujud kepatuhan terhadap etika pengembangan kecerdasan buatan yang 

bertanggung jawab (Responsible AI). 
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4.4.5. Integrasi Sistem Pelaporan 

Fitur akhir dari integrasi ini adalah modul ekspor laporan yang 

menggunakan file report.html. Secara teknis, rute @app.route('/export_report') 

mengumpulkan seluruh metrik evaluasi terbaru, angka prediksi hasil inference, 

serta grafik kepentingan fitur (Predictor Importance). 

Guna memastikan prinsip Responsible AI tetap terjaga di luar antarmuka 

web, sistem secara otomatis menambahkan penafian (disclaimer) Human-in-the-

Loop pada bagian bawah (footnote) setiap laporan PDF. Langkah ini menjamin 

transparansi batas keandalan sistem sebagai alat prediksi probabilistik saat 

dokumen diserahkan kepada pihak manajemen, sehingga risiko salah tafsir dalam 

persetujuan anggaran nyata dapat dicegah. 



24 
 

 

Gambar 4. 5. Antarmuka Laporan 
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4.5. Hasil Evaluasi 

Bagian ini memaparkan interpretasi mendalam terhadap performa sistem 

ForeTech yang telah diintegrasikan. Evaluasi difokuskan pada nilai guna model 

dalam mengoptimalkan proses pengambilan keputusan pada manajemen aset TI. 

 

4.5.1. Analisis Metrik Strategis 

Berdasarkan pengujian komparasi menggunakan skrip compare_model.py, 

model usulan (XGBoost) menunjukkan performa yang jauh lebih reliabel 

dibandingkan model statistik tradisional. 

Tabel 4. 4. Ringkasan Capaian Metrik Evaluasi 

Metrik XGBoost 

(Model Usulan) 

Linear Regression 

(Baseline) 

Peningkatan 

Efisiensi 

R-Squared (R2) 0.7107 0.1545 +360,00% 

MAE 8.21 Units 12.79 Units 35,81% (Penurunan 

Error) 

RMSE 10.17 Units 17.38 Units 41,48% (Penurunan 

Error) 

 

Interpretasi hasil evaluasi di atas adalah:   

1. Reliabilitas Model ( 𝑹𝟐 ): Nilai 0.7107 menunjukkan bahwa model 

XGBoost berhasil menangkap 71% pola fluktuasi kebutuhan pengadaan 

berdasarkan data historis. Sebaliknya, Regresi Linier dianggap gagal 

karena hanya mampu menangkap 15,45% variansi data, yang berarti model 

tersebut tidak mampu membaca pola operasional yang kompleks.   

2. Presisi Operasional (MAE) dan Stabilitas Error (RMSE): Nilai Mean 

Absolute Error (MAE) sebesar 8,21 unit memiliki makna operasional 

yang krusial: secara rata-rata, tingkat kesalahan prediksi sistem hanya 

berselisih maksimal 8 unit laptop dari kebutuhan aktual. Mengingat batas 

aman (safety stock) ditetapkan sebesar 20 unit, margin kesalahan ini masih 

berada dalam zona toleransi yang sangat aman sehingga mencegah 

terjadinya kekosongan perangkat. Nilai Root Mean Squared Error 

(RMSE) sebesar 10,17 yang tidak terpaut jauh dari MAE membuktikan 

bahwa sistem tidak menghasilkan kesalahan prediksi yang meleset secara 

ekstrem. 
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4.5.2. Analisis Faktor Penentu (Predictor Importance) 

Analisis feature importance digunakan untuk mengukur besaran pengaruh 

setiap variabel operasional terhadap prediksi XGBoost. Karena bobot persentase 

ini bersifat dinamis dan akan terus beradaptasi dengan tren dataset terbaru, angka 

spesifiknya dievaluasi secara real-time pada sistem. 

Secara komputasi, faktor waktu (Bulan/Kuartal) sangat mendominasi 

keputusan AI karena kebutuhan aset TI terikat pada pola musiman. Namun, pada 

visualisasi dashboard, atribut waktu sengaja disembunyikan agar pihak 

Manajemen fokus pada variabel lapangan yang dapat dikendalikan (actionable 

insights), yang meliputi. 

• Tren Kebutuhan SDM (Intern Count & New Employee): Berfungsi 

sebagai pemicu utama. Lonjakan karyawan baru atau magang langsung 

mendorong sistem untuk menaikkan rekomendasi pengadaan. 

• Sirkulasi Karyawan Keluar (Resigned Employee): Berfungsi sebagai 

penyeimbang stok. Tingkat pengunduran diri memengaruhi jumlah 

pengembalian perangkat ke gudang (spare pool), sehingga menekan 

urgensi pembelian unit baru. 

• Insiden Perangkat (Broken Device & Damage Trend): Faktor kritis 

sekunder. Rasio kerusakan memicu rekomendasi penggantian unit secara 

mendadak di luar jadwal penyegaran rutin (refresh cycle). 

4.5.3. Justifikasi Kelayakan Sistem 

Dengan nilai MAE sebesar 8,21 unit, kesalahan prediksi sistem masih 

berada jauh di bawah batas aman stok (Safety Stock) perusahaan sebesar 20 unit. 

Hal ini membuktikan sistem sangat layak digunakan karena memberikan 

rekomendasi yang aman bagi operasional perusahaan. 
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4.5.4. Validasi Output dan Pencegahan Eror 

Untuk mencegah kesalahan dalam menafsirkan angka pengadaan, sistem 

ForeTech telah dilengkapi dengan fitur validasi pada sisi back-end. Ketika model 

XGBoost terpaksa menghitung angka negative (misalnya karena jumlah karyawan 

yang resign sangat banyak sedangkan karyawan baru tidak ada) sistem tidak akan 

menampilkan angka minus tersebut ke layar pengguna. 

Sistem secara otomatis akan menjalankan fungsi pembatas matematis 

(seperti np.maximum(0, nilai_prediksi)), yang akan langsung mengubah semua 

hasil prediksi minus menjadi nol (0). Bersamaan dengan itu, antarmuka web 

(Flask) akan memunculkan pesan peringatan di layar. Pesan ini bertugas memberi 

tahu pihak manajemen bahwa rekomendasi sistem telah disesuaikan menjadi 0 

Unit, yang berarti perusahaan tidak perlu melakukan pengadaan barang baru pada 

bulan tersebut. 

Tabel di bawah ini menunjukkan skenario pengujian yang membuktikan 

bahwa mekanisme pencegahan eror ini telah berjalan dengan baik di dalam 

aplikasi: 

Tabel 4. 5. Skenario Pengujian Validasi Model dan Error Prevention 

No Kondisi / Input 

Strategi 

Penanganan 

(Sistem) 

Hasil Aktual Aplikasi Status 

1 

AI menghasilkan 

angka prediksi 

negatif (karena stok 

sisa melimpah). 

Floor binding. 

Output dipaksa 

menjadi 0. 

Tampil angka "0 Unit" dan 

flash message peringatan 

"Stok aman, rekomendasi 

diatur ke 0". 

Sesuai 

2 

Pengguna 

mengunggah dataset 

berukuran sangat 

kecil (< 12 baris). 

Sistem memblokir 

proses pelatihan 

model AI. 

Muncul pesan penolakan: 

"Sistem membutuhkan 

riwayat data minimal 12 

bulan". 

Sesuai 

3 

Daya Tangkap Pola 

(R²) model di bawah 

standar kelayakan (< 

0.50). 

Model dianggap 

rancu, sehingga 

ditolak dan tidak 

disimpan oleh 

sistem. 

Pelatihan dibatalkan, 

peringatan kelayakan AI 

muncul. 

Sesuai 
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BAB V KESIMPULAN DAN SARAN 

 

5.1. Kesimpulan 

Berdasarkan hasil rancang bangun, implementasi, dan pengujian aplikasi 

prediksi pengadaan aset TI menggunakan algoritma XGBoost, dapat ditarik 

kesimpulan sebagai berikut: 

1. Tercapainya Tujuan Proyek: Proyek Akhir ini berhasil mengembangkan 

model prediksi kebutuhan aset TI menggunakan algoritma XGBoost yang 

terintegrasi penuh ke dalam aplikasi web berbasis Flask.   

2. Efektivitas Model AI: Penggunaan XGBoost terbukti meningkatkan 

reliabilitas model sebesar 360% dan menurunkan tingkat kesalahan 

prediksi sebesar 35,81% dibandingkan metode Regresi Linear. 

3. Otomasi Preprocessing: Aplikasi mampu melakukan pembersihan data 

secara mandiri (Autonomous Cleansing) dan menghitung fitur pintar 

seperti Urgency Ratio secara otomatis. 

4. Kualitas Implementasi: Aplikasi berhasil mengotomatisasi alur kerja 

mulai dari pembersihan data secara autonomous, pelatihan model secara 

real-time, hingga pembuatan laporan justifikasi pengadaan yang objektif 

bagi manajemen.   

5. Temuan Penting: Pola distribusi aset di bulan sebelumnya merupakan 

indikator terkuat kebutuhan masa depan yang berhasil ditangkap oleh AI 

melalui teknik lagging, sehingga sistem ini layak digunakan sebagai alat 

pendukung keputusan di perusahaan operasional industri digital. 
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5.2. Saran 

Untuk pengembangan sistem ForeTech yang lebih sempurna di masa 

mendatang, disarankan beberapa poin berikut: 

1. Optimasi Lanjutan: Menambahkan fitur hyperparameter tuning otomatis 

untuk meningkatkan skor akurasi pada dataset yang lebih besar.   

2. Integrasi Sistem: Mengembangkan integrasi melalui Application 

Programming Interface (API) agar aplikasi dapat menarik data secara 

langsung dari sistem ERP perusahaan guna meminimalisir proses unggah 

manual. 

3. Implementasi Lapangan: Dibutuhkan pelatihan teknis bagi Admin TI 

mengenai interpretasi grafik diagnostik AI agar hasil prediksi dapat 

dikombinasikan dengan kebijakan manajemen secara optimal.   

4. Keamanan Data: Menambahkan lapisan autentikasi pengguna dan 

enkripsi pada file dataset guna menjaga kerahasiaan informasi internal 

perusahaan. 
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DAFTAR LAMPIRAN 

 

Lampiran A. Hasil Pengumpulan Data 

Lampiran ini memuat dataset simulasi historis mentah (raw data) yang 

dikumpulkan selama periode 2019 hingga 2024. Data ini mencakup dinamika 

operasional seperti rekrutmen karyawan, peserta magang, dan kerusakan 

perangkat sebelum melalui proses pengolahan algoritma. 

• Format Berkas: Microsoft Excel (.xlsx) 

• Total Observasi: 72 Baris (Data Bulanan) 
• Akses Berkas Digital: Seluruh rekaman data mentah dapat diakses dan 

diunduh secara transparan melalui tautan Google Drive berikut: 

https://docs.google.com/spreadsheets/d/1qu7eS1pbnstd6pvd9frFqtVxUT5i
i3VC/edit?usp=sharing&ouid=104864635303945160679&rtpof=true&sd=

true 

Lampiran B. Hasil Preprocessing Data 

Lampiran ini memuat hasil transformasi data setelah melewati tahap Autonomous 

Cleansing dan Feature Engineering. Dataset ini merupakan input final yang telah 

dibersihkan dari nilai kosong (null) dan diperkaya dengan fitur prediktor seperti 

Urgency Ratio serta Lagging Transformation. 

• Format Berkas: Comma Separated Values (.csv) 

• Total Fitur: 24 Kolom (Termasuk Fitur Rekayasa) 
• Akses Berkas Digital: Dataset hasil pembersihan yang digunakan untuk 

pelatihan model XGBoost dapat diakses melalui tautan Google Drive 

berikut: 
https://drive.google.com/file/d/1fWvjNo5lsaeSEezbmZyXtuCk_3vqP4op/

view?usp=sharing 

 

Lampiran C. Repository Github  

Repositori GitHub ini merupakan wadah utama penyimpanan seluruh source code 

aplikasi ForeTech. Dokumentasi ini menjamin transparansi algoritma, kemudahan 

replikasi sistem, dan penerapan standar pengembangan perangkat lunak yang 

sistematis. 

Tautan Produk: https://github.com/seviamutiara/ForeTech_XGBOOST.git 

 

https://docs.google.com/spreadsheets/d/1qu7eS1pbnstd6pvd9frFqtVxUT5ii3VC/edit?usp=sharing&ouid=104864635303945160679&rtpof=true&sd=true
https://docs.google.com/spreadsheets/d/1qu7eS1pbnstd6pvd9frFqtVxUT5ii3VC/edit?usp=sharing&ouid=104864635303945160679&rtpof=true&sd=true
https://docs.google.com/spreadsheets/d/1qu7eS1pbnstd6pvd9frFqtVxUT5ii3VC/edit?usp=sharing&ouid=104864635303945160679&rtpof=true&sd=true
https://drive.google.com/file/d/1fWvjNo5lsaeSEezbmZyXtuCk_3vqP4op/view?usp=sharing
https://drive.google.com/file/d/1fWvjNo5lsaeSEezbmZyXtuCk_3vqP4op/view?usp=sharing
https://github.com/seviamutiara/ForeTech_XGBOOST.git

